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Статистические методы анализа Марковского источника информации или скрытые Марковские модели были представлены и изучены ещё в конце 1960-х – начале 1970-х годов, однако в последние годы начали быстро набирать популярность. Тому есть две основные причины. Во-первых, модели обладают богатой математической структурой и, таким образом, могут формировать теоретическую основу во многих прикладных сферах. Во-вторых, правильно реализованные модели показывают очень хорошие результаты на практике. В этой статье мы постараемся подробно и систематично изложить основные аспекты данного вида статистического моделирования, а также проиллюстрировать  способы его применения к некоторым проблемам распознавания речи.
I. Введение
Физические процессы, как правило, порождают наблюдаемые выходные данные, которые можно охарактеризовать как сигналы. Эти сигналы могут быть как дискретными по своей природе (например, символы конечного алфавита, квантованные векторы из таблицы кодирования аналоговых векторов, и т. д.), так и непрерывными (например, отрывки речи, изменения температуры, музыка, и т. д.). Источник сигнала может быть стационарным (т. е. его статистические параметры не изменяются со временем) или нестационарным (т. е. параметры сигнала со временем изменяются). Сигналы могут быть как чистыми (т. е. исходящими строго от одного источника), так и  зашумлёнными другими источниками сигналов (например, помехами) или искажёнными в результате неточной передачи, отражения звука и т. д.
Большой интерес представляет задача описания подобных сигналов из внешнего мира в терминах моделей сигналов.  Есть несколько причин, говорящих в пользу применения таких моделей. В первую очередь, модель сигналов может послужить теоретической основой для системы обработки сигналов, которая будет использоваться для получения желаемых выходных данных. К примеру, если мы заинтересованы в улучшении качества речи, повреждённой в результате зашумления и искажений при передаче, то мы можем использовать модель сигнала для того, чтобы убрать шум и минимизировать искажения. Другой не менее важной причиной является возможность изучения источника сигнала (т. е. физического процесса, порождающего сигнал) не имея его в наличии. Такая возможность играет особенно важную роль, когда цена получения сигналов  от самого источника высока.
В таких случаях с помощью хорошей модели сигнала мы можем имитировать источник и узнать о нём как можно больше с помощью имитации сигнала. Наконец, самой важной причиной является то, что модели сигналов очень хорошо проявляют себя на практике, и это позволяет использовать их достаточно эффективно для реализации практически важных систем, - например, систем предсказания, систем распознавания, идентификации, и т. д.
Для описания сигнала можно использовать несколько различных  видов моделей сигнала. Их можно разделить на два больших класса: детерминированные и статистические. Детерминированные модели строятся на основании известных особенностей сигнала, например, известно, что сигнал является синусоидальным, или, что его можно представить в виде многочлена, и т. д. В таком случае метод получения модели достаточно очевиден: всё что требуется, это определить (оценить) параметры процесса изменения сигнала (например, амплитуду, частоту,  фазу синусоиды,  коэффициенты многочленов, и т. д.). Другой широкий класс моделей сигналов состоит из статистических моделей, которые предназначены для оценки вероятностных параметров выходного сигнала. Такими моделями являются, например, Гауссовские процессы, Пуассоновские процессы, Марковские, а также скрытые Марковские процессы. В основе статистических методов лежит предположение, что сигнал можно описать параметрическим случайным процессом, а для определения его параметров существует достаточно точный метод.
И детерминированные, и статистические модели сигналов были успешно применены для решения прикладных задач, в частности для обработки речи. В данной статье мы рассмотрим только один из типов стохастических моделей сигналов: скрытые Марковские модели (СММ). (В литературе по теории коммуникации их ещё иногда называют Марковскими источниками сигнала или функциями вероятности Марковских цепей). Сначала мы изложим теорию Марковских цепей, и затем, с помощью простых примеров, расширим её до класса скрытых Марковских моделей. Мы рассмотрим три основные задачи
 проектирования СММ, а  именно: оценка вероятности появления последовательности наблюдений для данной СММ; определение наилучшей последовательности состояний модели; и подборка параметров модели, наиболее отвечающих наблюдаемому сигналу. Мы покажем, что СММ можно будет применять для распознавания речи, как только данные задачи будут решены.
Ни теория скрытых Марковских моделей, ни идея её применения к проблеме распознавания речи не новы. Базовая теория была изложена в серии статей Баума и его коллег [1]-[5] в конце 1960-х, начале 1970-х годов и была применена для распознавания речи Бейкером [6] из университета Карнеги-Меллон, а также  Йелинеком и его коллегами из IBM [7]-[13] в 1970-х. Однако широкое применение СММ получили лишь в последние годы. Тому есть объяснение. Во-первых, базовая теория СММ была опубликована в таких математических журналах, которые инженеры, работавшие над распознаванием речи, как правило, не читали. Во-вторых, на тему применения СММ к распознаванию речи существовало достаточно мало учебных материалов, позволяющих понять теорию и успешно применить её в своих собственных исследованиях. Поэтому было написано несколько достаточно подробных учебных статей для  того, чтобы исследовательские лаборатории могли начать применять СММ в своих приложениях по распознаванию речи [14]-[19]. Настоящее пособие включает в себя базовую теорию СММ (в том виде, в котором она была представлена Баумом и его коллегами), указания по применению теории на практике, а также несколько примеров применения СММ для решения проблем, связанных с распознаванием речи. Эта статья объединяет в себе несколько самостоятельных источников, и автор надеется, что она послужит источником всей необходимой информации, достаточной, для дальнейшей работы и исследований на эту тему.
Статья состоит из нескольких разделов. В разделе II мы рассмотрим теорию дискретных Марковских цепей и покажем, как можно эффективно использовать  концепцию скрытых состояний, где наблюдение является вероятностной функцией состояния. В качестве примеров мы используем эксперимент с бросанием монеты, а также классическую урновую схему. В разделе III мы рассмотрим основные задачи СММ и приведём несколько практических методик их решения. В разделе IV мы обсудим различные типы СММ, как эргодические, так и лево-правые модели. В этом разделе мы также рассмотрим различные характеристики модели, такие как вид функции плотности наблюдения, плотность продолжительности состояния и критерий оптимальности для определения наилучших значений параметров СММ. В разделе V мы рассмотрим основные аспекты применения СММ, такие как: масштабирование, подбор начальных оценок параметров, размер модели, форма модели, отсутствующая информация и множественные последовательности наблюдений. В разделе VI мы опишем распознаватель отдельных слов, основанный на идее СММ, и покажем, как он работает в сравнении с другими подходами. В разделе VII мы воспользуемся наработками из раздела VI для разработки метода решения проблемы распознавания предложений, основанном на принципе соединения СММ различных  слов из глоссария. В разделе VIII мы коснёмся того, как идея СММ была применена для разработки крупного распознавателя речи, и в разделе IX мы подведём итоги и обобщим сказанное в предыдущих разделах.
II. Дискретные Марковские Процессы

Рассмотрим систему, которая в любой момент времени находиться в одном из 
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 различных состояний, 
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, как на рис. 1 (где N = 5, для наглядности).
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Рис. 1 Марковская цепь с 5 состояниями (обозначенными от S1 до S5) и переходами м/у состояниями.
Через равные, дискретные промежутки времени система переходит в новое состояние (возможно, в то же самое) в соответствии с переходными вероятностями старого состояния. Обозначим моменты времени, связанные с изменением состояния как t=1,2, … , а состояние в определённый момент времени t как 
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. Полное вероятностное описание вышеприведённой системы в общем случае требует знание текущего состояния (в момент t), а также всех предшествующих состояний. В особом случае, при описании дискретных Марковских цепей первого порядка, достаточно знать текущее и предыдущее состояния, т. е.,
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Более того, мы рассматриваем только те процессы, правая часть которых в (1) не зависит от времени. Таким образом, мы имеем набор переходных вероятностей 
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 вида
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где переходные коэффициенты обладают свойствами

[image: image8.emf]
так как являются вероятностями.

Описанный выше случайный процесс можно назвать Марковской моделью, поддающейся наблюдению (обычной), так как в любой момент времени мы имеем набор состояний, каждое из которых соответствует какому-то реальному (наблюдаемому) событию. Для полного понимания рассмотрим Марковскую модель из 3-х состояний, описывающую погоду. Положим, что каждый день (допустим, в полдень) можно наблюдать одно из следующих состояний погоды:

состояние 1 - дождь (или снег)
состояние 2 - облачно

состояние 3 – солнечно
Мы предполагаем, что погода в день t находиться в одном из этих состояний и что матрица вероятностей переходов выглядит так: 
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Зная, что в первый день (t=1) было солнечно (состояние 3), попытаемся ответить на вопрос:  какова вероятность (согласно модели), что в следующие семь дней погода будет «солнечно - солнечно – дождь – дождь – солнечно – облачно -солнечно»? Формализуем задачу: имея  последовательность наблюдений 
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, соответствующих 
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, нужно определить вероятность появления 
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 в соответствии с данной моделью. Вероятность может быть рассчитана таким образом: 
[image: image13.png]P(O|Monems ) = P[S3, S3, S3, S, S1, S3, S, S3/Monens ]
= PIS;] - PIS;|S3] - PLS5|S3] - PIS4|Sal
* P[S4]S4] - PIS3|S4] - PIS,|S5] - PIS;|S:]
= W3 A3 az;cdp - ancd;ycayp - ap
=1 - (0.8)(0.8)(0.1)(0.4)(0.3)(0.1)(0.2)
= 1.536 x 10~*




где начальное распределение (вероятность того, что в начальный момент времени модель окажется в определённом состоянии) обозначается:
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С помощью модели мы можем ответить на другой интересный вопрос: зная, что модель находится в определённом состоянии, какова вероятность того, что она останется в нём ещё ровно d дней? Эта вероятность может быть вычислена, как вероятность появления последовательности наблюдений
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на выходе нашей модели:
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Величина 
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 является дискретной функцией плотности длительности пребывания d в состоянии i. Эта плотность, выраженная степенной функцией, характеризует продолжительность состояний в Марковской цепи. С помощью 
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 мы можем легко посчитать ожидаемое количество наблюдений в одном и том же состоянии (длительность состояния), при условии, что изначально модель находилась в этом же состоянии.
[image: image19.emf][image: image20.emf](6)

Таким образом, ожидаемое число последовательных солнечных дней, согласно модели: 1/(0.2)=5; для облачной погоды: 2.5, дождливой: 1.67.
А) Скрытые Марковские Модели
До сих пор мы рассматривали Марковские модели, где каждому состоянию соответствует наблюдаемое (реальное) событие. Эта модель слишком ограничена, чтобы с её помощью решать широкий класс задач. В этом разделе мы расширим концепцию Марковских моделей так, чтобы она могла описывать случаи, когда наблюдение есть вероятностная функция состояния. Такая модель (Скрытая Марковская Модель), является случайным процессом с двойной стохастичностью, где основной случайный процесс нельзя наблюдать (он скрыт), но его можно оценить с помощью набора других случайных процессов, которые генерируют последовательность наблюдений. Для понимания данной концепции, рассмотрим следующую модель экспериментов с подбрасыванием монеты.

Модель с подбрасыванием монеты: Предположим, что вы находитесь в помещении с перегородкой, через которую вы не можете видеть, что происходит. На другой стороне перегородки находится человек, который проводит эксперименты с подбрасыванием монеты (или нескольких монет). Этот человек не говорит вам, что именно он делает. Вам сообщается только результат каждого подбрасывания. Таким образом, проводится последовательность скрытых подбрасываний монеты, а последовательность получаемых наблюдений состоит из «орлов» и «решек», к примеру, может получиться следующая последовательность:
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где 
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 означает «орёл», а 
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- «решка».

Возникает проблема: как построить СММ так, чтобы объяснить (смоделировать) получаемую последовательность «орлов» и «решек». Сначала нужно решить, чему соответствуют состояния в модели и сколько их должно быть. Можно предположить, что подбрасывается единственная двусторонняя монета. В этом случае мы имеем модель с двумя состояниями, каждое из которых соответствует стороне монеты (т. е. «орлу» или «решке»). Эта модель изображена на рис. 2(а)
. Такая Марковская модель будет наблюдаемой, и для полного её описания остаётся выбрать подходящий вес стороны (т. е. вероятности выпадения, скажем, «орла»). Заметьте, что СММ-эквивалентом для этого случая будет усечённая модель с одним состоянием, которое соответствует двусторонней монете, а неизвестным параметром будет являться вероятность выпадения одной из сторон. 
Второй вариант СММ для данного эксперимента приведён на рис. 2(б). В этом случае модель состоит из двух состояний, каждое из которых соответствует своей двусторонней монете.  Каждое состояние характеризуется своим вероятностным распределением «орлов» и «решек», а переходы между состояниями определены матрицей вероятностных переходов. Физический механизм, определяющий переходы, может, в свою очередь, быть независимым экспериментом по подбрасыванию монет, либо каким-либо другим вероятностным событием. 
Третий вариант СММ для данного эксперимента приведён на рис. 2(в). Данная модель предполагает использование трёх двусторонних монет и выбора одной из них для подбрасывания в соответствии с наступлением некоторого вероятностого событием.
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Рис. 2 Три Марковские модели, подходящие для описания эксперимента со скрытым подбрасыванием монеты. (а) 1-монетная модель, (б) 2-монетная, (в) 3-монетная.
Возникает естественный вопрос: какая из моделей с рис. 2 лучше всего отражает процесс эксперимента. Очевидно, что у простой 1-монетной (рис. 2а) модели 1 неизвестный параметр, у 2-монетной (рис. 2б)  модели 4 неизвестных параметра, а у 3-монетной (рис. 2в)  целых 9. Таким образом, чем больше степень свободы модели, тем лучше СММ сможет отражать процесс проведения эксперимента, по сравнению с меньшими моделями. Однако, хоть в теории это и верно, но, как будет показано далее, на практике зачастую на размер модели накладываются жесткие ограничения. К тому же, возможен случай, что имеется лишь одна монета, и тогда, 2-х и 3-х монетные (рис 2 б,в) модели будут не допустимы, так как не отражают реальной ситуации.
Урновая модель
: чтобы продемонстрировать применение СММ на более сложных ситуациях, рассмотрим урновую систему (рис. 3). Положим, что в комнате находится N (больших) стеклянных урн. В каждой урне находится большое число разноцветных шаров. Допустим, существует M различных цветов шаров. Процесс наблюдений таков: в комнате находится джинн и, в соответствии с некоторым случайным процессом, выбирает начальную урну. Из этой урны вытаскивается мяч, его цвет запоминается (это и есть наблюдение), и затем возвращается на место. Выбирается новая урна в соответствии со случайным процессом выбора, связанным с текущей урной, и процесс вынимания мяча повторяется. Данный процесс генерирует конечное число наблюдений цветов. Мы хотим смоделировать данную последовательность с помощью СММ.
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Рис. 3  Урновая схема с N состояниями, представляющая собой общий случай дискретной символьной СММ
Очевидно, что простейшим вариантом описания урновой схемы будет такая СММ, где каждому состоянию соответствует определённая урна, и для каждой урны определена вероятность извлечения из неё шара определённого цвета. Выбор новой урны происходит в соответствии с матрицей вероятностей переходов.

Б) Структурные элементы СММ

Приведённые выше примеры дают нам хорошее представление о том, что такое СММ и как они могут быть применены к различным ситуациям. Теперь же мы формально определим структурные элементы СММ и покажем, как модель генерирует последовательности наблюдений. 
Любая СММ характеризуется следующими параметрами:

1) N – количество состояний в модели. Хоть состояния и скрыты, зачастую на практике каждое состояние или набор состояний имеет физическое значение. Поэтому в эксперименте с подбрасыванием монет каждому состоянию соответствовала своя двусторонняя монета. В урновой схеме состояния соответствовали урнам. Обычно состояния соединены так, что любое состояние можно достичь из любого другого состояния (например, эргодическая модель), однако далее мы увидим, что и другие типы соединений зачастую представляют интерес. Обозначим отдельные состояния 
[image: image30.wmf]S{S,S,,S}
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, а состояние в момент времени t как 
[image: image31.wmf]q

t

. 
2) M – число различных символов на каждое состояние, т. е. размер алфавита. Каждый наблюдаемый символ соответствует какому-то реальному событию на выходе моделируемой системы. Для эксперимента с подбрасыванием монеты символами были «орёл» и «решка». В урновой схеме в качестве символов выступали цвета шаров. Отдельные символы обозначаются:
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3) Распределение переходных вероятностей 
[image: image33.wmf]A{a}
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, где

[image: image34.emf]
В особом случае, когда из каждого состояния можно добраться в любое другое за 1 шаг, мы имеем 
[image: image35.wmf]a0
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 для всех i, j. В остальных случаях мы будем иметь 
[image: image36.wmf]a0

ij

=

 для одной или нескольких пар (i, j). 

4) Распределение вероятности появления символа в состоянии j, обозначается B={ bj(k) }, где 

[image: image37.emf]
[image: image38.emf]
5)  Начальное распределение 
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, где
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Зная параметры N, M, A, B и 
[image: image41.wmf]p

,  можно использовать СММ для генерации последовательности наблюдений


[image: image42.emf] 
(10)
где каждое наблюдение 
[image: image43.wmf]O
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 - это один из символов из V, а T – количество наблюдений в последовательности.
Генерация осуществляется следующим образом:

1) В соответствии с начальным распределением 
[image: image44.wmf]p

 выбирается начальное состояние 
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2) Устанавливается t = 1.
3) Выбирается 
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 в соответствии с вероятностью появления символа 
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 в состоянии 
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, т. е. с 
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4) Осуществляется переход в новое состояние 
[image: image50.wmf]qS
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 согласно переходной вероятности состояния 
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 , т. е. 
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5) Увеличиваем t=t+1 и возвращаемся к пункту 3), если t < T, иначе прекращаем выполнение

Данный алгоритм может использоваться как для генерации наблюдений, так и в качестве модели, объясняющей то, как последовательность была сгенерирована с помощью СММ.
Как мы видим,  для полного описания СММ требуется определить два параметра (N и M), алфавит символов наблюдения, а также три вероятностные меры A, B и 
[image: image53.wmf]p

. Для удобства введём краткую запись 
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для обозначения набора параметров модели.

В) Три основные задачи СММ

Для того чтобы СММ можно было применять в практических целях, нужно сначала разрешить три основные задачи:

Задача 1: Имея последовательность наблюдений 
[image: image56.wmf]O{O,OO}
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и модель 
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, как эффективно посчитать 
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, т. е. вероятность появления последовательности наблюдений для известной модели?
Задача 2: Имея наблюдения 
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и модель 
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, как подобрать соответствующую им последовательность состояний 
[image: image61.wmf]Qq,qq

12T

=

L

, которая является оптимальной по некоторому разумному критерию (т. е., которая лучше всего описывает полученные наблюдения)?
Задача 3: Как подобрать параметры модели 
[image: image62.wmf](A,B,)
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 так, чтобы максимизировать 
[image: image63.wmf]P(O|)
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?
Задача 1 является задачей оценивания вероятности того, что данная последовательность была сгенерирована определённой моделью. С другой стороны, таким способом можно оценивать, насколько модель удовлетворяет определённой выборке. Такой взгляд более практичен: к примеру, если мы имеем несколько конкурирующих моделей, то ответ на задачу 1 покажет нам, какая из них лучше отражает последовательность наблюдений.
При решении задачи 2 мы пытаемся определить скрытую часть модели, т. е. найти «правильную» последовательность состояний. Здесь нужно помнить о том, что для скрытых Марковских моделей, кроме самих простых, не существует такого понятия как «правильная» последовательность. Поэтому на практике, как правило, используется некоторый критерий оптимальности, для того чтобы решить задачу как можно лучше. К сожалению, как мы увидим далее, существует несколько разных критериев, и выбор подходящего сильно зависит от того, как мы собираемся использовать найденную последовательность состояний. Обычно её находят для того, чтобы лучше изучить структуру модели; найти наилучшую последовательность состояний для распознавания фрагмента речи; а также для сбора статистики об отдельных состояниях, итп.
Решение задачи 3 – это попытка подобрать оптимальные параметры модели так, чтобы она как можно лучше описывала то, как получилась данная последовательность. Последовательность наблюдений, по которой происходит подбор параметров модели, называется обучающей. Задача обучения критична для большинства прикладных сфер применения СММ, так как она позволяет адаптировать параметры модели в соответствии с обучающими данными, т. е. создать модели, как можно лучше описывающие объективную реальность.
Для лучшего понимания, рассмотрим распознаватель отдельных слов. Для каждого слова W из словаря нам нужно спроектировать отдельную СММ с N состояниями. Речевой сигнал каждого слова мы представляем как временную последовательность закодированных спектральных векторов. Положим, что кодирование было осуществлено с помощью таблицы кодирования, содержащей M различных спектральных векторов; таким образом, каждое наблюдение представляет собой индекс вектора, наиболее похожего (в спектральном смысле) на исходный речевой сигнал. Для каждого слова из словаря имеется обучающая последовательность, представляющая собой повторение последовательности элементов из таблицы кодирования, соответствующей  этому слову (созданных одним или несколькими говорящими). Сначала необходимо построить модели для каждого слова. Для этого нужно решить задачу 3, подобрав параметры для каждой модели слова. Для того, чтобы выяснить физическое значение состояний модели, решим задачу 2, разделив обучающие последовательности слов на состояния, а затем изучим свойства спектральных векторов, которые приводят нас к наблюдениям, происходящим в каждом состоянии. На этом этапе задача состоит в том, чтобы улучшить модель (например, увеличить число состояний, изменить размер кодовой таблицы и проч.), таким образом улучшив её способность к моделированию последовательностей произнесённых слов. Наконец, когда набор из W моделей готов, оптимизирован и хорошо изучен, можно начинать распознавать неизвестные слова, решая задачу 1, сравнивая последовательность с моделями слов и выбирая ту модель, которая наиболее подходит (наиболее вероятна).
В следующем разделе мы представим математические модели для решения трёх основных проблем СММ. Мы увидим, что эти проблемы тесно связаны друг с другом.
III. Решение трёх основных задач СММ
А. Решение первой задачи
Мы хотим вычислить вероятность появления последовательности наблюдений 
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 для известной модели 
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, т. е. 
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. Самое очевидное решение - пронумеровать все возможные последовательности состояний длиной T (число наблюдений). Рассмотрим одну из таких последовательностей 
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где 
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 - начальное состояние. Вероятность появления последовательности наблюдений 
[image: image69.wmf]О

 для последовательности состояний (12) равна:

[image: image70.emf] 
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Предполагаем вероятностную независимость наблюдений, получим:


[image: image71.emf]
(13б)
Вероятность последовательности состояний 
[image: image72.wmf]Q

 может быть вычислена:
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Совместная вероятность 
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 и 
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, т. е.  вероятность, что 
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 и 
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 наблюдаются одновременно, есть произведение вышеописанных вероятностей:

[image: image78.emf]
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Вероятность появления 
[image: image79.wmf]О

(в рамках данной модели) можно получить, просуммировав эту совместную вероятность по всем возможным последовательностям состояний:

[image: image80.emf]
Интерпретировать вышеприведённые вычисления можно следующим образом. В начале (в момент времени t=1) мы находимся в состоянии 
[image: image81.wmf]1

q

 с вероятностью 
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 и генерируем символ 
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 (в этом же состоянии) с вероятностью 
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. Время изменяется с t на t+1 (t=2), и мы переходим в состояние 
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 из 
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 с вероятностью 
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, генерируя при этом новый символ 
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 с вероятностью 
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. Продолжаем этот процесс до тех пор, пока не совершим переход (в момент времени t=T) из qT-1 в qT с вероятностью 
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, сгенерировав символ 
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 с вероятностью 
[image: image92.wmf]T

qT

b(O)

.
Читатель, возможно, заметил, что вычисление 
[image: image93.wmf]P(O|)
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  по определению (17) требует 
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 вычислений, так как в каждый момент времени 
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есть N состояний, которые можно достичь (т. е. всего существует 
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 различных последовательностей состояний), и для каждого такого состояния требуется примерно 2T вычислений в теле суммы (17). (Всего требуется осуществить 
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 операций умножения и 
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 операций сложения). Такие объёмы вычисления недопустимы, даже для малых N и T; к примеру, для N=5 (состояний), T=100 (наблюдений) требуется осуществить [image: image99.emf] операций! Очевидно, что требуется более эффективный алгоритм для решения проблемы 1. К счастью, подобны алгоритм существует, и он называется алгоритмом «прямого-обратного» хода
Алгоритм «прямого-обратного» хода
 [2], [3]: рассмотрим прямую вероятность 
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т. е. вероятность появления части последовательности наблюдений 
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 (до времени t) и того, что в момент времени t модель 
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 будет находиться в состоянии 
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 можно индуктивно:
1) Инициализация


[image: image106.emf] 
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2) Индукция
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3) Результат
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На шаге 1) прямая вероятность вычисляется как совместная вероятность состояния 
[image: image109.wmf]i
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 и начального наблюдения 
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. Шаг индукции, лежащий в основе прямого вычисления, изображён на рис. 4(а). На рисунке показано, как состояние 
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 в момент времени t+1 может быть достигнуто из N возможных состояний, 
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, в которых модель находилась в момент времени t. Так как 
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 - совместное событие того, что наблюдается 
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 и в момент времени t модель находится в состоянии 
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, получаем, что произведение 
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 - это вероятность, что одновременно наблюдается 
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 и, что состояние 
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 в момент времени t=t+1 было достигнуто через 
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, в котором модель была в момент времени t.
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Рис. 4 (a) Изображение последовательности операций, необходимых для вычисления  прямой вероятности 
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. (б) Реализация вычисления 
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 с помощью сетки наблюдений t и состояний i.
Просуммировав данное выражение по всем возможным состояниям 
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 в момент времени t, получим вероятность перехода в состояние 
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 в момент времени t+1 с учётом всех предшествующих частичных наблюдений. После этого легко получить 
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, учтя появление наблюдения 
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 в состоянии j, т. е. помножив результат суммирования на вероятность 
[image: image128.wmf]jt1

b(O)

+

. Вычисление (20) проводится для всех состояний 
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 при фиксированном t; затем такой же расчёт выполняется для 
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. Наконец, на шаге 3) мы получим желаемое значение 
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, просуммировав все прямые вероятности 
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. По определению
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Следовательно, 
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 есть сумма всех 
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Если мы рассмотрим вычислительные затраты, связанные с получением 
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, то увидим, что на это требуется порядка 
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 операций. (Опять же, если быть точными, нам потребуется 
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 операций умножения и 
[image: image140.wmf]N(N1)(T1)
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 операций сложения.) Напомним, что вычисление по определению требует порядка 
[image: image141.wmf]T
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 операций. Для прямого алгоритма при N=5, T=100 нам потребуется 3000 вычислительных операций, в контраст с 1072  операциями для вычисления по определению, что больше на 69 порядков.
Вычисление прямой вероятности в сущности основано на решетчатой (или сетчатой) структуре, как показано на рис. 4(б). Особенность заключается в том, что, так как в каждый момент времени доступно всего N состояний (узлов сетки), то любая последовательность состояний, независимо от её длины, перейдёт в одно из этих N состояний. В момент времени t = 1 (первый столбец в сетке) нам нужно вычислить 
[image: image142.wmf]1
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. В моменты времени t = 2, 3, … , T нам нужно вычислить лишь 
[image: image144.wmf]t
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, где каждое вычисление требует N  предыдущих значений 
[image: image146.wmf]t1
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, так как каждый из N узлов сетки досягаем из тех же N узлов сетки с предыдущего момента времени.
Аналогично мы можем определить обратную вероятность 
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 как

[image: image148.emf]
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т. е. вероятность частичной последовательности наблюдений от t + 1 до конца при заданном 
[image: image149.wmf]i
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 в момент времени t для модели 
[image: image150.wmf]l

. 
Мы можем вычислить 
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 индуктивно:
1. Инициализация
[image: image152.emf]
 (24)
2. Индукция:

[image: image153.emf]
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[image: image155.emf]
Рис. 5 изображение последовательности операций, необходимых для вычисления 
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.
На шаге инициализации полагаем 
[image: image157.wmf]T
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 = 1 для всех i. Шаг 2, отражённый на рис. 5, показывает, что для того, чтобы находиться в состоянии Si в момент времени t с учетом последующей последовательности наблюдений  (начиная с t + 1), нужно рассмотреть все возможные состояния Sj в момент времени t + 1 с учётом вероятности перехода из Si в Sj (значение aij), вероятности появления наблюдения Ot+1 в состоянии Sj (значение bj(Ot+1)), а также вероятности появления оставшейся части наблюдений, начиная с состояния j (значение 
[image: image158.wmf]t1
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). Далее мы увидим, каким образом обратная и прямая вероятности помогают упростить решения основных  задач СММ 2 и 3.
И вновь,  вычисление 
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, 
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 требует порядка N2T вычислительных операций и может представлено в виде сетчатой структуры, как на рис. 4(б). 
Б. Решение второй задачи
В отличие от задачи 1, задача 2, заключающаяся в нахождении «оптимальной» последовательности состояний, может быть решена несколькими способами. Сложность состоит в определении того, что можно считать оптимальной последовательностью состояний, т. е. есть несколько возможных критериев оптимальности. К примеру, одним из критериев может служить выбор тех состояний qt , которые наиболее вероятны сами по себе. Данный критерий оптимальности максимизирует ожидаемое число верных (по - отдельности) состояний. Для решения проблемы 2 введём обозначение

[image: image162.emf]
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т. е. вероятность нахождения в состоянии Si в момент времени t при данной последовательности наблюдений O и модели 
[image: image163.wmf]l

. Равенство (26) может быть выражено с помощью прямых-обратных вероятностей, т. е. 

[image: image164.emf]
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так как 
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 учитывает частичную последовательность наблюдений О1, О2, … Оt и состояние Si в момент времени t, а 
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 - остаток последовательности наблюдений Ot+1, Ot+2, … OT при данном состоянии Si в момент времени t. 
Благодаря нормализующему коэффициенту 
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 величина 
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 является вероятностной величиной, таким образом:

[image: image169.emf]
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С помощью 
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 мы можем найти самое вероятное (в отдельности) состояние qt в момент времени t:


[image: image171.emf]
[image: image172.emf]
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Хоть (29) и максимизирует число верно выбранных состояний (выбирая наиболее вероятное состояние для каждого t), найденная последовательность может оказаться не совсем верной. К примеру, когда в СММ есть переходы между состояниями с нулевой вероятностью (aij = 0 для некоторых i и j), то «оптимальная» последовательность состояний может на деле оказаться даже и не допустимой. Такое может произойти, поскольку решение (29) лишь определяет наиболее вероятное состояние в каждый отдельно взятый момент без учёта вероятности появления последовательности состояний.
Одно из возможных решений проблемы – модифицировать критерий оптимальности. К примеру, можно находить последовательности состояний, где максимизируется число верных пар состояний (qt, qt+1) либо число верных триплетов (qt, qt+1, qt+2), и т. п. Хотя подобные критерии могут оказаться полезными в отдельных случаях, всё же наиболее часто применяется критерий, ориентированный на нахождение единственной наилучшей последовательности состояний (пути), т. е. максимизирующий 
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, что эквивалентно максимизации 
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. Формальный алгоритм для нахождения единственной наилучшей последовательности состояний существует, опирается на методы динамического программирования и называется алгоритмом Витерби.
Алгоритм Витерби [21], [22]
Для нахождения единственной наилучшей последовательности состояний






� Идея изложения теоретических аспектов СММ с помощью трёх основных проблем принадлежит Джеку Фергюсону из института IDA. Он представил её в своих лекциях и статьях.


� Теория Марковских процессов подробно изложена в [20, ч. 5].


� Модель на рис. 2(а) является процессом без запоминания и, таким образом, вырожденным случаем Марковской модели


� Урновая схема была представлена Джеком Фергюсоном и его коллегами в лекциях по теории СММ


� Материал этого и следующего разделов основан на идеях, представленных Джеком Фергюсоном из IDA в его лекциях для Bell Laboratories.


� По правде говоря, для решения задачи 1 нам достаточно осуществить только прямой проход. Мы опишем обратный ход в этом разделе, но использован он будет для решения задачи 3.


� Вновь напомним читателю, что обратная вероятность нужна для решения задачи 3 и не используется для решения задачи 1.
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